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联合局部二值模式与K-最近邻算法的高光谱图像分
类方法
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摘要：如何利用较少训练样本达到高分类精度已成为高光谱遥感领域的重要研究方向和极具挑战性任务。针对高

光谱图像包含的丰富光谱与空间信息，提出了一种联合局部二值模式LBP（Local Binary Patterns）与K-最近邻KNN
（K-Nearest Neighbors）算法的高光谱图像分类方法。首先，通过主成分分析PCA（Principle Component Analysis）对高

光谱数据进行降维；然后，使用LBP提取降维后的高光谱图像空间纹理信息，将光谱与空间特征变量堆叠成空—谱

特征向量；最后，输入最近邻分类器得到分类结果。选取Pavia University、Indian Pines和 Salinas三种公开高光谱数

据集的训练集和测试集作为建模和验证数据源，选取KNN、基于径向基核函数的支持向量机（RBF-SVM）、核联合

正交匹配追踪（Kernel Simultaneous Orthogonal Matching Pursuit，KSOMP）三种经典分类算法作为比较。在 Pavia
University与 Indian Pines数据集中随机选取 10%作为训练样本，总体精度和Kappa系数分别达到 99. 15%、98. 87%
和 97. 88%、97. 58%；在 Salinas数据集中随机选取 2%作为训练样本，总体精度与Kappa系数为 98. 46%和 98. 29%。

实验结果表明，在训练样本仅为数据集 10%甚至 2%的条件下，本文提出的方法仍可达到 98%以上的分类精度，可

满足训练样本难以获取的应用场景对高分类精度要求。
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Hyperspectral image classification combing local binary patterns
and k-nearest neighbors algorithm
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Abstract：It is a highly important and challenging task to finish the high-accuracy hyperspectral image classification us‐

ing fewer training samples. A novel hyperspectral image-based classification method（hereafter referred to as the LBP-

SSKNN）was proposed by combing Local Binary Patterns（LBP）and K-Nearest Neighbors（KNN）. First，the Princi‐

pal Component Analysis（PCA）was used to reduce the dimension of hyperspectral image. Subsequently，the LBP was

used to extract the spatial texture information and the spatial and spectral features were uniformly scaled to form the spa‐

tial-spectral vectors. Finally，the vectors were input into the KNN classifier to obtain the classification result. The train‐

ing and test datasets of three popular open hyperspectral datasets were used to validate the proposed method，including

Pavia University，Indian Pines and Salinas. the classification method was verified on three groups of hyperspectral re‐

mote sensing image datasets. In addition，three classic classifiers were also selected to compare the LBP-SSKNN，in‐

cluding Radial Basis Function Support Vector Machine（RBF-SVM）and Kernel Simultaneous Orthogonal Matching
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Pursuit（KSOMP）. In the Pavia University dataset and Indian Pines dataset，the 10% of training dataset were randomly

selected as the training samples. The overall accuracy（OA） and Kappa coefficient reach 99. 15%，98. 87% and

97. 88%，97. 58%，respectively. In the Salinas dataset，only the 2% of training dataset were randomly selected as the

training samples，and the OA and Kappa coefficient reach 98. 46% and 98. 29%. The experimental results show that the

OA of LBP-SSKNN method can still reach more than 98% under the 10% and even 2% of the training dataset. Our pro‐

posed method can satisfy the high-accuracy requirement due to limited training samples in practical application scenes.

Key words：hyperspectral remote sensing，local binary patterns（LBP），k-nearest neighbors（KNN），spatial and

textural features，principle component analysis

引言

近年来，高光谱图像分类一直是一个非常活跃

的研究领域和热点方向，已在环境制图，作物分析，

植物和矿物勘探、生物和化学检测等多应用场景

中，发挥了重要甚至是不可替代的作用［1］。因此，如

何利用高光谱数据的高分辨率“空—谱”信息，不断

提高分类精度，成为全球科研人员不断追求的目

标。相比于常用的多光谱图像，高光谱技术可以获

得光谱间隔为 nm级的上百个窄带光谱通道，获取

更丰富的光谱信息，便于对研究对象进行精细探测

和精确解析。同时，高光谱影像存在的多波段、高

相关性、冗余性等严重影响了分类精度和运行速

度，迫切需要进行光谱降维［2］和波段选择［3］。传统

降维方法主要有无监督、有监督两类。例如：主成

分分析（Principal Component Analysis，PCA）［4］是一

种无监督降维方法，在去除高光谱数据大量冗余信

息的同时，能保留方差贡献率较大主成分的光谱信

息。线性判别分析（Linear Discriminant Analysis，
LDA）［5］是监督方法中一种常用的降维方法，数据集

的每个样本都有类别输出。通过将高维的高光谱

数据采用降维映射到低维子空间，再将保留的光谱

信息输入到分类器中实现分类。常用的分类方法

有：最近邻（K-Nearest Neighbors，KNN）分类法［6］、支

持向量机（Support Vector Machine，SVM）［7］、光谱角

制图法（Spectral Angle Mapping，SAM）［8］、极限学习

机（Extreme Learning Machine，ELM）［9］等。大量研究

表明，相比于其它常用分类算法，KNN更加简单、高

效且易于实现。

一方面，由于目标空间分布的复杂性和光谱的

异质性，仅用光谱特征进行分类往往无法达到较高

的精度［10］。另一方面，在高光谱遥感图像中，相邻

像素可能具有相同的上下文属性。因此，在高光谱

图像分类中集成光谱和空间信息是提高分类精度

的有效方法［11］。例如，马尔科夫随机场（Markov
Random Field，MRF）［12］、灰度共生矩阵（Gray-Level

Co-occurrence Matrix，GLCM）［13］、小波变换［14］、Gabor
变换［15］等。MRF主要对图像像素的空间信息进行

建模，Tarabalka等［16］和 Zhang等［17］使用MRF合并空

间信息，建立结合 SVM的 SVM-MRF算法细化分类

结果。黄鸿等［18］将加权空谱距离（Weighted Spatial-
Spectral Distance，WSSD）的相似性度量方法与KNN
分类器结合（WSSD-KNN）有效提高了高光谱图像

的地物分类精度。KSOMP［19］是在 SOMP［20］算法上的

改进，充分利用了光谱和空间信息，采用稀疏表示

高光谱的分类方法。由于高光谱数据在原始特征

空间线性不可分，可以通过核方法将其映射到线性

可分的高维空间，以便提高分类准确度。上述文献

表明，考虑空间信息的高光谱图像分类算法优于传

统单特征分类方法。

因此，高光谱图像分类精度的提升既要通过降

维去除冗余信息，提高训练速度，也要最大限度融

合光谱信息与空间信息。经对比研究发现，局部二

值模式（Local Binary Patterns，LBP）是一种非参数方

法，能有效提取高光谱数据中的纹理信息，具有旋

转不变性和灰度不变性的优点［21］。针对低复杂度

分类算法和高分类精度的实际需求，本文提出了一

种结合 LBP与KNN分类器的高光谱空谱联合分类

算法（LBP-SSKNN）。基于 Pavia University、Indian
Pines和 Salinas三种主流公开高光谱数据集，比较

KNN、支持向量机（Support Vector Machine，SVM）和

核联合正交匹配追踪（Kernel Simultaneous Orthogo⁃
nal Matching Pursuit，KSOMP）三种经典分类算法，验

证LBP-SSKNN算法的分类精度。

1 算法原理

1. 1 光谱与空间特征提取

特征提取包括光谱特征和空间特征两个并行

的提取步骤。将每个像素的光谱和空间特征叠加

成一维向量。对于光谱信息的提取，采用 PCA降维

法保留包含绝大部分方差的维度特征，忽略方差贡
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献率较小的维度特征，代表高光谱原始数据的光谱

信息，从而减少计算成本［22］。令输入的高光谱数据

集为：

X = { x1, x2, ..., xn} , （1）
式（1）中，xi = ( xi1，xi2，...，xiB )T（i = 1，2，. . .，n），代表

每个像素样本的光谱矢量，n为像素量，B为波段数。

将X的每一行（即每一波段的像素样本）进行零

均值化，即减去这一行的均值。另 X′ = xi - a，a为
每行均值；再对X′的协方差矩阵CB × B采用特征值分

解法求其特征值与特征向量。即：

CB × B = UΛUT , （2）
式（2）中，U为特征向量矩阵，Λ = diag [ λ1，λ2，...，λB ]
为 协 方 差 矩 阵 CN × N 的 特 征 值 对 角 矩 阵 ，且

λ1 ≥ λ2 ≥ ... ≥ λB，都为非负整数。将前 p个最大特

征值对应的特征向量从上到下按行排列成矩阵

HK × B，则高光谱降维后的数据Y为：

Y = (HX )T , （3）
式（3）中，Y = ( y1，y 2，...yp )，yi为第 i个主成分的列向

量。PCA降维能去除高维度数据中不重要的特征，

保留主要特征，随着主成分 p个数的增加，yi所含信

息量越来越少，虽然高光谱数据总体信息量也会增

加，但同样可能会带来大量冗余信息。在最大限度

保留信息量的同时，减少计算成本，提高分类精度。

将在下文实验部分通过总体精度与Kappa系数确定

最优主成分 p的数值。

LBP是由Ojala等［21］提出的一种描述图像局部

纹理的特征算子。它除了对图像强度水平变化具

有简单性和鲁棒性之外，计算效率在纹理特征提取

方面也具有明显优势。本文采用该算法提取高光

谱数据的空间纹理特征。经典LBP采用 3×3方形窗

口的 8领域描述图像纹理特征，但难以满足不同尺

度和频率要求，因此Ojala等人对其进行了改进，将

3×3的方形窗口扩展到任意圆形领域。设输入图像

中的中心像素 ( xc，yc )具有灰度值 gc，在其半径为 r的

圆周路径上，有 s个均匀分布的采样点，每个采样点

灰度值记为 gi（i = 1，..，p），如图 1（a）、（b）所示。通

过比较中心像素点 ( xc，yc )的灰度值与在其周围邻域

距离为 r处的 s个采样像素点的灰度值，沿着圆周路

径顺时针或逆时针旋转，如果中心像素值 gc具有比

邻近像素采样点更高的灰度值，则为邻近像素分配

0值，否则为 1，即生成 s位二进制数，如图 1（c）
所示。

此时，该窗口沿着顺时针组合成一个八位的二

进制数，然后再转换成十进制数：（0 0 1 0 0 1 1 1）10=
39，即该 LBP码值可以反映该窗口的区域纹理特征

信息。对于 s=8时，LBP可以生成 256个不同的二进

制模式，LBP可以定义为：

LBPs,r ( xc,yc ) =∑
i

s - 1
f (gi - gc )2i , （4-1）

其中：

f ( x ) = {0, f < 01, f ≥ 0 , （4-2）
式（4）中，( xc，yc )为中心像素坐标，f (gi - gc )为符号

函数，gc 为中心像素灰度值，gi 为邻域采样点灰

度值。

具体实现流程为：首先，将输入的高光谱图像

划分为 w × w个局部子区域，其次对每个子区域内

的中心像素点都提取 LBP特征；然后，在每个子区

域建立 LBP特征的统计直方图，其横坐标表示 LBP
的类别，纵坐标表示每一类别出现的特征个数，每

个子区域就可以用一个统计直方图进行描述；最

后，再将每个子区域的 LBP直方图级连起来，形成

空间特征向量。值得注意的是，局部子区域w是用

户自定义的参数，不同的w会有不同分类效果。如

果w太大，会增加计算复杂度，否则提取的特征不能

代表中心像素的空间特征。本文的w值将在实验部

分进行测试和确定。

1. 2 KNN分类器

KNN算法是一种基于欧几里得距离推断事物

类别的分类方法［23］。通过计算对象间距离作为各
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图1 （a）LBPs=4，r=1，（b）LBPs=8，r=1，（c）LBP计算示意图

Fig. 1 （a）LBPs=4，r=1，（b）LBPs=8，r=1，（c）schematic diagram

of LBP
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个对象之间的非相似性指标，避免了对象之间的匹

配问题，距离公式如下

D (x,y) = ∑
k = 1

n

( )xk - yk
2

. （5）
主要计算步骤为：首先，输入随机产生的训练

集 (xi，yi)，计算测试数据与各个训练数据之间的距

离D (x，y)；然后，按照距离的递增关系进行排序，选

取距离最小的前 k个点；最后，对近邻中类别结果进

行投票，返回前 k个点中投票率最高的类别作为测

试数据的预测分类。

1. 3 联合局部二值模式与K-最近邻算法的高光

谱图像分类方法

光谱特征是区分不同地物类型的重要信息，而

空间特征降低了类内方差，可以提高分类器的性

能。因此，光谱和空间特征的结合能提供更全面和

可靠的分类结果。本文提出了结合 LBP与KNN的

高光谱空谱联合分类方法（LBP-SSKNN），具体实现

流程如图2所示。

详细分类步骤如下：

（1）对原始高光谱影像进行归一化，再采用PCA
对其降维，保留前 p个方差贡献率最大的主成分，作

为该高光谱数据的光谱特征，生成光谱特征向量；

（2）将降维后的高光谱影像划分为 w × w个局

部子区域，对每个子区域使用 LBP算法提取空间纹

理特征，再将从所有子区域提取的空间特征联接起

来，生成空间特征向量，作为高光谱数据的空间

特征；

（3）将光谱与空间特征向量统一缩放到［-1，
1］范围内，使缩放后特征矩阵的各个维度都具有相

同重要性，加快训练速度；

（4）对缩放后的光谱与空间特征向量进行矢量

叠加，具体来说，即将空间特征向量添加到光谱特

征向量的末端，最终生成一个新的空—谱特征

矩阵；

（5）将生成的空—谱特征矩阵输入 KNN分类

器进行图像分类，对分类结果进行精度评价。

1. 4 分类精度评价指标

本文采用了基于混淆矩阵计算的总体精度

（Overall Accuracy，OA）、平均精度（Average Accura⁃
cy，AA）和Kappa系数作为评价指标［24-25］。总体精度

（OA）是模型在所有测试集上预测正确的样本个数

与总样本数之间的比值。平均精度（AA）是模型对

每类的分类精度与数据集总类别数的比值。OA与

AA的计算公式如下：

OA =∑
i = 1

m

xii ∑
i = 1

m∑
j = 1

m

xij , （6）

AA =∑
i = 1

m ( )xii ∑
j = 1

m

xij , （7）
式（6）、（7）中，m为类别数；xii为第 i类像元的正确分

类数量，即混淆矩阵主对角线上的值；xij为实际正确

分类或错分的数量。

Kappa系数一般用于一致性检验，也可以用于

衡量分类精度，其计算结果范围为-1~1，但通常落

在 0~1间。通常情况下，可划分为五种一致性等级：

0. 0~0. 20极低的一致性（slight）、0. 21~0. 40一般的

一致性（fair）、0. 41~0. 60中等的一致性（moderate）、

0. 61~0. 80高度的一致性（substantial）和 0. 81~1. 00
几乎完全一致（almost perfect）。Kappa系数计算公

式如下：
Kappa =

é
ë
ê

ù
û
úN∑

i = 1

m

xii -∑
i = 1

m

( )xi + × x+i ( )N 2 -∑
i = 1

m

( )xi + × x+i
, （8）

图2 LBP-SSKNN高光谱图像分类流程图

Fig. 2 Flowchart of hyperspectral image classification based on the LBP-SSKNN
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式（8）中，m为分类类别数；N为用于精度评价

的像元总数，xi +表示第 i行的像元总数；x+i表示第 i
列的像元总和。

2 结果与分析

选取 Pavia University、Indian Pines和 Salinas三
个典型公开高光谱数据集（www. ehu. eus/ccwintco/
index. php？ title=Hyperspectral_Remote_Sens⁃
ing_Scenes）验证 LBP-SSKNN方法的有效性和精

度。计算机硬件环境为 Intel Corei5-7300HQ，CPU
2. 50GHz，RAM 8GB，软件环境为Windows10（64）位

操作系统，MATLAB 2016a。
2. 1 实验数据

Pavia University数据集。由德国的反射光学光

谱仪 ROSIS-03（Reflective Optics Spectrographic Im⁃
aging System）在 2003年获取的意大利帕维亚大学校

园高光谱影像（图 3a，由R=60，G=30，B=2假彩色合

成）。图像的空间分辨率为 1. 3 m，大小为 610像素×
340像素，共有 42776个样本，但包含大量的背景像

素，地物种类有九种（图 3b和表 1）。波长范围为

0. 43~0. 86 μm，共有 115个波段数，其中 12个波段

由于受噪声影响被剔除，本文使用剩下的 103个光

谱波段。

Indian Pines数据集。由可见光/红外成像光谱

仪（AVIRIS）于 1992年对美国印第安纳州西北部的

一块印度松树进行拍摄（图 4a，由R=50，G=27，B=17
假彩色合成），空间分辨率为 20 m，容易产生影响分

类精度的混合像元［26］。图像尺寸为145像素×145像
素，共 10249个样本，包含十六种地物类型（图 4b和

表 2）。波长范围为 0. 4~2. 5 μm，共有 220个波段

数，剔除其中受噪声影响的 20个波段，本文使用剩

下的200个光谱波段。

Asphalt

Meadows

Bare Soil

Bitumen

Bricks

Shadows

Gravel

Trees

Metal sheets

(a) (b)  

图3 Pavia University（a）假彩色影像（b）真实地物分布

Fig. 3 （a）False-color composite image （b）ground-truth

classes for the Pavia University scene

表1 Pavia University数据集样本信息

Table 1 Sample information of the Pavia University
dataset

序号

1
2
3
4
5
6
7
8
9

地物类别

Asphalt
Meadows
Gravel
Trees

Painted metal sheets
Bare Soil
Bitumen

Self-Blocking Bricks
Shadows

样本量

6 631
18 649
2 099
3 064
1 345
5 029
1 330
3 682
947

图4 Indian Pines（a）假彩色影像（b）真实地物分布

Fig. 4 （a）False-color composite image （b） ground truth

classes for the Indian Pines scene

表2 Indian Pines数据集样本信息

Table 2 Sample information for the Indian Pines da⁃
taset

序号

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16

地物类别

Alfalfa
Corn-notill
Corn-mintill

Corn
Grass-pasture
Grass-trees

Grass-pasture-mowed
Hay-windrowed

Oats
Soybean-notill
Soybean-mintill
Soybean-clean

Wheat
Woods

Buildings-Grass-Trees-Drives
Stone-Steel-Towers

样本量

46
1 428
830
237
483
730
28
478
20
972
2 455
593
205
1 265
386
93

404



3期 赵晋陵 等：联合局部二值模式与K-最近邻算法的高光谱图像分类方法

Salinas数据集。也是由AVIRIS拍摄。采集地

点为美国加利福尼亚的 Salinas山谷（图 5a，由 R=
50，G=30，B=20假彩色合成），Salinas的空间分辨率

为 3. 7 m，图像尺寸为 512像素×217像素，共包含

53829个样本，含有十六种地物类型（图 5b和表 3）。

原始数据包含 224个波段，剔除受噪声影响的 20个
波段，使用剩下的204个波段。

2. 2 参数设置

LBP-SSKNN方法的主要参数包括主成分个数

p，LBP算法的邻域半径 r、近邻采样点个数 s，划分的

局部子区域大小w，分类器近邻数 k。为提高实验结

果的精确度和可靠性，将每种算法重复 10次，每次

从每类地物样本随机选取 10%训练样本，其余作为

测试样本，将 10次实验的分类精度取平均值作为结

果。首先，通过设置 1~8个主成分数，通过主成分贡

献率与分类总体精度分析 p对三个数据集分类结果

的影响（表4）。

如图 6所示，对于 Salinas数据集，主成分从 1缓
慢增加到 2后，随着 p的不断增加，OA呈现稳定的趋

势。对于Pavia University数据集，当主成分个数从 1
增加到 3时，OA随之增加，此时前 3个主成分累计

贡献率接近 99%（表 4）；当主成分个数大于 3时，OA
有缓慢下降。对于 Indian Pines数据集，当 p=4时，

累计贡献率超过 94%，OA达到最大值；当 p>4时，

OA也有一个下降过程，并没有持续升高，是因为 p
增加的同时，虽然会增大光谱特征信息量，但到一

定程度时也会引入冗余特征。因此，在允许损失信

息量范围内，选择一个相对较小的个数，在降低计

算复杂率同时，也能保持较理想分类精度。

经过 PCA降维后，需要划分检测窗口以便提取

LBP空间特征，因此划分区域参数 w也会对分类结

果产生影响。以 Indian Pines数据集为例，设置w为

3、5、7、9、11、13、15，观察OA、AA、Kappa三个指标，

分析 w对分类精度的影响（表 5），括号内为该组数

据的标准偏差（以下简称标准差），标准差数值越小

表示分类精度越稳定，反之亦然。分析表 5中的数

据可知，随着 w的增加，分类精度缓慢上升，当 w=9
时，达到最优的OA与Kappa，分类效果最好，且此时

标准差最小；当 w>9时，OA并没有持续升高。若 w
值过大，则需要考虑不同类别的像素数，可能会对

分类精度产生负面影响。如果w过小，提取的特征

不能代表中心像素的空间纹理特征。因此，对于 In⁃

图5 Salinas假彩色影像（a），与真实地物分布（b）

Fig. 5 False-color composite image （a） and ground truth

classes，（b）for the Salinas scene

表3 Salinas数据集样本信息

Table 3 Sample information for the Salinas dataset

序号

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16

地物类别

Brocoli_green_weeds_1
Brocoli_green_weeds_2

Fallow
Fallow_rough_plow
Fallow_smooth
Stubble
Celery

Grapes_untrained
Soil_vinyard_develop

Corn_senesced_green_weeds
Lettuce_romaine_4wk
Lettuce_romaine_5wk
Lettuce_romaine_6wk
Lettuce_romaine_7wk
Vinyard_untrained

Vinyard_vertical_trellis

样本量

2 009
3 426
1 976
1 394
2 678
3 959
3 579
11 271
6 203
3 278
1 068
1 927
916
1 070
7 268
1 807

表4 三个数据集主成分贡献率对比

Table 4 Comparison of principal component contribu⁃
tion for the three datasets

主成

分个

数

1
2
3
4
5
6
7
8

Pavia University
贡献

率/%
58. 32
36. 10
4. 43
0. 30
0. 21
0. 18
0. 12
0. 07

累计贡

献率/%
58. 32
94. 42
98. 86
99. 16
99. 37
99. 54
99. 67
99. 74

Indian Pines
贡献

率/%
68. 49
23. 53
1. 49
0. 82
0. 69
0. 52
0. 40
0. 36

累计贡

献率/%
68. 49
92. 02
93. 52
94. 34
95. 03
95. 55
95. 95
96. 31

Salinas
贡献

率/%
74. 47
23. 53
1. 13
0. 54
0. 17
0. 06
0. 02
0. 01

累计贡

献率/%
74. 47
98. 00
99. 14
99. 68
99. 85
99. 91
99. 93
99. 95
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dian Pines数据集的LBP特征提取设置w为 9像素×9
像素。由图 7可知，在相同邻域采样点个数 s条件

下，不同邻域半径 r对分类结果的影响较小；当（r，
s）=（1，8）时，OA达到最优值。随着 s的增加，OA并

没有持续上升，总体变化幅度不大，但计算成本不

断增加。因此，在对运算效率要求较高时，可适当

减小 s，降低计算复杂度。

近邻数 k是影响KNN分类能力的主要因素，故

通过交叉验证法分析了 k值对高光谱图像分类精度

的影响。选取 Indian Pines数据集，设置 k值从 1到
40，试验结果如图 8所示。随着 k值增加，OA总体呈

下降趋势，这是因为“空—谱”联合后的同类样本间

已经具有很高的相似性。如果 k值选取过大，并且

待分类样本又属于训练集中样本数较少的类，在选

择较大 k值时，就可能将不相关数据包含进来，导致

分类精确度降低，同时增大计算成本。因此，在确

保较高分类精确度同时，k值选取尽可能小。当 k=1
时，本算法在 Indian Pines数据集上OA最高。后续

实验对Pavia University数据集与 Salinas数据集采用

同样的方法进行参数选择与设置。

2. 3 实验结果与分析

为了进一步验证本算法的有效性，采用 Pavia
University、Indian Pines、Salinas三种数据集进行验

证，且采用了KNN、基于径向基核函数的支持向量

机（RBF-SVM）、核联合正交匹配追踪（Kernel Simul⁃
taneous Orthogonal Matching Pursuit，KSOMP）三种经

典分类算法进行对比试验（表 6），每种分类方法所

用的训练样本数完全相同。

Pavia University数据集中，从每类地物随机选

 

 

0 1 2 3 4 5 6 7 8 9
97.0

97.5

98.0

98.5

99.0

99.5

100.0

O
A
(%
)

主成分个(p)

 Pavia University

 Indian Pines

 Salinas

图6 主成分个数对分类精度的影响

Fig. 6 Influence on classification accuracies for the number

of principal components

表5 参数w对 Indian Pines数据集分类精度的影响分析

Table 5 Influence on classification accuracies of the Indian Pines dataset for w

分类精

度（%）
OA
AA
Kappa

w=3
97. 00 ± 0. 26
95. 06 ± 1. 11
96. 58 ± 0. 30

w=5
97. 62 ± 0. 36
95. 78 ± 1. 62
97. 29 ± 0. 41

w=7
97. 72 ± 0. 35
95. 59 ± 1. 19
97. 40 ± 0. 39

w=9
97. 88 ± 0. 26
95. 59 ± 1. 03
97. 58 ± 0. 29

w=11
97. 52 ± 0. 29
96. 03 ± 1. 44
97. 17 ± 0. 30

w=13
97. 85 ± 0. 28
95. 90 ± 1. 41
97. 55 ± 0. 37

w=15
97. 71 ± 0. 43
95. 80 ± 0. 89
97. 39 ± 0. 49
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Fig. 7 Influence on classification accuracies of the Indian

Pines dataset for r and s
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取了 10%样本作为训练集，其余样本用作测试集。

训练样本总数 4278个，包含 10次实验结果的平均

值和标准偏差，OA、AA、Kappa作为分类精度评价指

标。四组对比试验中，KNN算法采用原始纯光谱特

征进行分类，k值设置为 8，达到最优效果。SVM算

法采用 LibSVM［27］工具箱实现分类，RBF-SVM［28］为

基于高斯核函数RBF的分类算法，内部主要函数均

为Ｃ语言实现，惩罚因子 c和参数 gamma由十次交

叉验证法获取。KSOMP算法中的稀疏度 k0与径向

基宽度 γ分别设置为 25和 4。LBP-SSKNN方法的

光谱特征采用降维后的前三个主成分，即 p=3，s与 r
分别取 8和 1，w设置为 7像素×7像素，最近邻分类

器 k值取 1，此时分类效果最优，OA、AA、Kappa分别

达到了 99. 15%、97. 94%、98. 87%。对于大多数地

物，OA、AA、Kappa系数都有明显提高。同时，LBP-
SSKNN与KSOMP都比传统仅使用纯光谱的 SVM与

KNN分类效果好，主要因为在利用光谱特征同时，

也更好地利用了高光谱图像中蕴含的丰富空间信

息，改善算法的鉴别能力，提升分类精度。在OA、

AA、Kappa方面，LBP-SSKNN比 KSOMP分别高出

5. 04%、7. 37%与 6. 79%，并且标准差更小，分类精

度更稳定。

图 9为 Pavia University数据集在四种分类方法

下的分类结果。可以看出，LBP-SSKNN得到的分类

图总体错分点更少，大部分区域完整，更接近于原

始地物分布图。另外，在最容易被错分的地物类型

上表现更好，如Bare Soil、Gravel等，表明不仅对大部

分的地物分类精度都有显著提升，而且对易错分地

物类型也能保持良好的分类精度。Indian Pines数
据集不同类别具有很高的相似性，且个别样本量较

少，使得对该数据集的分类更加困难。对 Indian
Pines数据集同样采用从各类地物样本中随机选取

10%作为训练样本，其余作为测试样本，训练样本

总数为 1027个，结果取 10次实验的平均值。由表 7
和图 10所示，根据实验结果，对于 Indian Pines数据

集，将 p设置为 4，w为 9像素×9像素，r与 s分别设置

为 1和 8，此时能得到最好的分类效果，其他算法均

为最优时分类精度。

图9 Pavia University数据集四种分类方法划分结果

Fig. 9 Classification maps using the four methods for the Pavia University dataset

表6 Pavia University数据集四种分类方法下的精度（%）
Table 6 Classification accuracies using the four methods based on the Pavia University dataset

序号

1
2
3
4
5
6
7
8
9
OA
AA
Kappa

地物种类

Asphalt
Meadows
Gravel
Trees

Painted metal sheets
Bare Soil
Bitumen

Self-Blocking Bricks
Shadows

训练样

本数

663
1 865
210
306
135
503
133
368
95

测试样本

数

5 968
16 784
1 889
2 758
1 211
4 526
1 197
3 314
852

KNN
80. 22±0. 70
99. 18±0. 09
64. 28±2. 37
79. 06±0. 77
99. 21±0. 27
40. 62±1. 33
79. 39±1. 51
83. 84±2. 01
92. 96±0. 86
84. 13±0. 32
79. 86±0. 40
78. 24±0. 46

RBF-SVM
91. 42±0. 40
96. 54±0. 51
71. 52±2. 39
92. 88±0. 50
99. 52±0. 26
75. 57±1. 68
80. 07±1. 55
86. 06±1. 24
97. 52±1. 31
90. 49±0. 19
87. 90±0. 45
87. 30±0. 26

KSOMP
87. 67±0. 56
99. 99±0. 00
89. 63±3. 12
94. 04±1. 13
100. 00±0. 00
85. 62±2. 40
89. 49±1. 09
94. 78±0. 77
73. 95±0. 44
94. 11±0. 38
90. 57±0. 41
92. 08±0. 52

LBP-SSKNN
99. 90±0. 11
99. 97±0. 03
99. 55±0. 33
92. 67±1. 49
99. 33±0. 33
100. 00±0. 00
99. 89±0. 15
99. 48±0. 62
90. 63±1. 29
99. 15±0. 15
97. 94±0. 27
98. 87±0. 20
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LBP-SSKNN在OA、AA、Kappa上同其他分类算

法的比较结果如表 7所示。虽然KNN与RBF-SVM
算法能够有效区分如Wheat，Woods等光谱差异大

的地物，然而由于未考虑高光谱数据的空间信息，

在Alfalfa、Corn、Oats等样本量少且易被错分的地物

分类上，基于纯光谱特征的KNN与RBF-SVM分类

效果并不理想。KNN在Alfalfa地物类型的OA低于

25%，RBF-SVM低于20%。相比之下，KSOMP对Al⁃
falfa的 OA达到了 86. 77%，LBP-SSKNN提升到了

93%以上，且在其他样本量少、易错分的相似光谱

地物分类中，如 Corn、Grass-pasture-mowed、Stone-
Steel-Towers，OA 均达到了 92% 以上。在 Indian
Pines高光谱数据集上，KNN与 RBF-KNN的 OA分

别为 68. 42%和 81. 26%，KSOMP的 OA、AA、Kappa
分别达到了 93. 94%、85. 19%、93. 08%，LBP-SSKNN

的OA、AA分别提升了 3. 94%、10. 41%，Kappa系数

提升了 4. 5%，且OA、Kappa标准偏差分别为 0. 26与
0. 29。总体来说，LBP-SSKNN分类结果更稳定。

在 Salinas数据集中，从每类地物中随机选取

2%作为训练样本，其余作为测试样本，测试样本量

为 1077个，结果取 10次实验结果平均值（表 8和图

11）。将 Salinas数据集前 2个主成分作为光谱信息，

w用 17像素×17像素窗口，r与 s分别设置为 1和 8，
此时达到最优分类效果，其他算法均为最优状态下

的分类精度。可以看出，同一地物类别分布的比较

集中，且每类地物样本量较为充足，因此该数据集

相对易于区分不同地物。KNN与 RBF-SVM的 OA
分别为 87. 02%，91. 43%，但对于容易被错分的Vin⁃
yard_untrained分类效果不理想，噪声点较多，OA仅

为 53. 64%和 67. 78%。相比之下，KSOMP有效消除

图10 Indian Pines数据集四种分类方法划分结果

Fig. 10 Classification maps using the four methods for the Indian Pines dataset

表7 Indian Pines数据集四种方法下的分类精度（%）
Table 7 Classification accuracies using the four methods for the Indian Pines dataset

序号

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16
OA
AA
Kappa

地物种类

Alfalfa
Corn-notill
Corn-mintill

Corn
Grass-pasture
Grass-trees

Grass-pasture-mowed
Hay-windrowed

Oats
Soybean-notill
Soybean-mintill
Soybean-clean

Wheat
Woods

Buildings-Grass-Trees-Drives
Stone-Steel-Towers

训练样

本数

5
143
83
24
48
73
3
48
2
97
246
59
21
127
39
9

测试样

本数

41
1 285
747
213
435
657
25
430
18
975
2 209
534
184
1 138
347
84

KNN
24. 88±10. 22
59. 64±4. 23
45. 02±2. 68
24. 88±8. 06
80. 74±1. 91
97. 35±1. 57
66. 40±9. 12
97. 28±2. 15
16. 60±5. 00
68. 61±3. 06
73. 13±1. 94
27. 08±4. 68
91. 74±2. 02
93. 50±0. 72
15. 53±1. 86
83. 93±2. 08
68. 42±0. 60
59. 46±1. 20
63. 71±0. 71

RBF-SVM
17. 32±14. 69
75. 61±2. 16
69. 97±2. 56
46. 95±6. 17
90. 69±2. 29
95. 25±1. 44
21. 20±15. 02
99. 14±0. 57
6. 11±0. 38
69. 51±3. 05
86. 52±1. 03
71. 89±4. 92
96. 79±1. 51
96. 78±1. 36
52. 62±4. 44
88. 81±4. 03
81. 27±0. 56
67. 82±0. 92
78. 48±0. 66

KSOMP
86. 77±7. 11
88. 44±1. 72
90. 80±3. 08
91. 74±4. 19
93. 70±0. 10
99. 06±0. 39
47. 29±9. 01
99. 95±0. 09
0. 00±0. 00
89. 65±3. 16
96. 54±0. 78
93. 61±2. 39
99. 51±0. 45
99. 32±0. 57
87. 92±7. 58
97. 63±1. 30
93. 94±0. 46
85. 19±0. 60
93. 08±0. 53

LBP-SSKNN
93. 41±4. 32
97. 95±0. 41
96. 28±1. 51
95. 45±2. 17
97. 52±0. 77
97. 84±1. 58
94. 00±4. 73
99. 60±0. 56
78. 33±1. 78
96. 88±1. 48
98. 90±0. 49
96. 72±1. 51
95. 82±2. 98
99. 09±0. 37
98. 96±0. 61
92. 74±4. 90
97. 88±0. 26
95. 60±1. 03
97. 58±0. 29
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了类间相似的误分类，OA达到 84%以上。LBP-
SSKNN对 Salinas数据集大部分地物类型OA均高于

90%，且相比于 KSMOP，对 Vinyard_untrained的识

别，分类精度提高了 14. 37%，OA与Kappa系数分别

提高了 2. 06%和 2. 23%。在 Salinas数据集上，LBP-
SSKNN分类精度标准偏差最小，说明不但能得到理

想的分类精度，而且分类效果稳定。

此外，训练样本的数量也对高光谱图像分类精

度有重要影响，而实际应用中训练样本数量往往有

限。为了进一步验证本方法的有效性，对不同数据

集随机抽取不同比例的训练样本进行测试，设置了

1%、2%、5%、10%、15%、20%五种比例，图 12~14分
别显示了三种数据集在不同训练样本比例下的分

类精度，每次实验取十次分类结果的平均值。总体

来看，随着训练样本量的增加，不同算法的分类精

度也不断提升，且逐渐趋于平稳。越多的训练样本

量则可以提供更多具有代表性的先验信息，分类效

果更好。在不同训练样本量下，联合光谱与空间信

息的 KSOMP和 LBP-SSKNN，大部分情况下的 OA、
AA、Kappa都高于仅使用光谱信息的KNN和 SVM。

当训练样本比例为 1%时，对于Pavia University数据

集，KSOMP与 LBP-SSKNN都具有 85%以上的OA、
表8 Salinas数据集四种方法下的分类精度（%）
Table 8 Classification accuracies using the four methods for the Salinas dataset

序号

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16
OA
AA
Kappa

地物种类

Brocoli_green_weeds_1
Brocoli_green_weeds_2

Fallow
Fallow_rough_plow
Fallow_smooth
Stubble
Celery

Grapes_untrained
Soil_vinyard_develop

Corn_senesced_green_weeds
Lettuce_romaine_4wk
Lettuce_romaine_5wk
Lettuce_romaine_6wk
Lettuce_romaine_7wk
Vinyard_untrained

Vinyard_vertical_trellis

训练样

本数

40
69
40
28
54
79
72
225
124
66
21
39
18
21
145
36

测试样本

数

1 969
3 357
1 936
1 366
2 624
3 880
3 507
11 046
6 079
3 212
1 047
1 888
898
1 049
7 123
1 771

KNN
97. 17±0. 48
98. 22±0. 33
93. 39±2. 08
98. 87±0. 11
94. 55±1. 32
99. 52±0. 09
99. 21±0. 08
82. 36±2. 14
97. 27±0. 19
84. 14±2. 27
92. 00±2. 00
99. 99±0. 02
97. 76±0. 28
88. 52±2. 58
53. 64±2. 80
84. 11±3. 12
87. 02±0. 26
91. 30±0. 40
85. 51±0. 29

RBF-SVM
98. 60±1. 15
99. 01±0. 38
93. 63±3. 52
98. 59±0. 83
97. 74±1. 05
99. 44±0. 23
99. 35±0. 25
87. 44±1. 17
98. 64±0. 63
92. 68±1. 76
94. 16±4. 44
99. 55±0. 49
97. 08±2. 08
92. 83±2. 44
67. 78±2. 70
96. 35±1. 62
91. 43±0. 39
94. 56±0. 40
90. 44±0. 44

KSOMP
99. 91±0. 12
99. 97±0. 06
96. 99±1. 76
99. 45±0. 34
98. 29±1. 27
100. 00±0. 00
99. 05±0. 42
95. 08±1. 15
99. 97±0. 32
96. 77±0. 83
94. 29±6. 79
99. 99±0. 02
98. 87±0. 61
99. 42±0. 29
84. 44±3. 40
99. 09±0. 52
96. 23±0. 40
97. 60±0. 38
95. 81±0. 45

LBP-SSKNN
99. 81±0. 32
99. 96±0. 05
99. 91±0. 12
93. 11±2. 17
94. 65±1. 47
97. 32±0. 95
98. 56±0. 75
99. 79±0. 17
99. 99±0. 03
98. 69±0. 52
95. 57±4. 24
96. 72±1. 18
92. 49±2. 90
91. 04±4. 60
98. 81±0. 43
99. 99±0. 02
98. 46±0. 15
97. 28±0. 21
98. 29±0. 17

图11 Salinas数据集四种分类方法划分结果

Fig. 11 Classification maps using the four methods for the Salinas dataset
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AA、Kappa系数，而在 Indian Pines和 Salinas数据集

上，LBP-SSKNN有最高的OA和AA，并且在三种数

据集上，Kappa系数均在 80%以上。文献［16］所提

出的一种新颖的 SVMMRF-NE算法在 Indian Pines
数 据 集 上 的 OA、Kappa 系 数 分 别 为 92. 05%、

90. 93%，所用样本总量为 695个，本算法取 5%的训

练样本量为 512个，此时 OA和 Kappa分别达到

95. 24%与 94. 58%。文献［18］提出的WSSD-KNN

算法在 Indian Pines数据集上的OA、AA、Kappa分别

达到 91. 72、92. 49%、90. 55%，本算法则分别提升了

6. 16%、3. 11%、7. 03%。当训练样本为 6%时，文献

［18］对 Pavia University数据集 OA为 96. 56%，本算

法在 5%训练样本下的 OA为 98. 11%。结果表明，

相比于其他分类算法，当训练样本量较小时，LBP-
SSKNN具有更高的精度，且当训练样本量足够大

时，则具有最高的分类精度。

图12 Pavia University数据集在不同训练样本比例的分类精度

Fig. 12 Classification accuracies under different training samples for the Pavia University dataset

图13 Indian Pines数据集在不同训练样本比例的分类精度

Fig. 13 Classification accuracies under different training samples for the Indian Pines dataset

图14 Salinas数据集在不同训练样本比例的分类精度

Fig. 14 Classification accuracies under different training samples for the Salinas dataset
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3 结论

针对高光谱图像分类中训练样本有限、高相关

性、冗余量大等特点，提出了一种联合 LBP和KNN
的高光谱图像分类方法 LBP-SSKNN。通过 LBP提
取降维后的高光谱图像纹理信息，以向量堆叠的方

式联合光谱与空间特征，再将联合后的空—谱信息

输入KNN分类器分类，并在三种公开高光谱数据集

上验证了分类性能。实验结果表明，LBP-SSKNN通

过联合光谱与空间特征，增强了同类像元的相似

性，同时增大了不同像元的相异性，与KNN、SVM、

KSOMP分类结果和部分文献算法相比，总体分类精

度（OA）、平均分类精度（AA）、Kappa系数均有不同

程度的提高。此外，当训练样本数量较小时，也能

保持较高的分类精度和稳定性。本算法采用的

KNN分类器，具有可调参数少、低复杂度等优点，更

加适用于实际应用场景。后续的研究方向可考虑

如何在保持低计算复杂度同时，除了融合空间与光

谱特征外，可联合颜色、形状、形态等新的互补特

征，进一步提高高光谱图像分类精度和效率，以应

对更加复杂的应用场景。
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