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摘要：在军事空中目标识别领域，由于样本数量缺失，现有人工智能算法无法完成准确识别。文章利用已有足量辅

助域图像辅助少样本应用域进行跨域目标识别，解决因标签缺失与样本稀疏导致的识别模型泛化能力不强及性能

不佳问题。文章提出一种基于深层-浅层双流学习图模型（D-SLGM）的跨域目标识别算法。首先，提出一种深层-
浅层双流特征提取算法，解决无监督少样本条件下特征表示困难的问题；同时，提出一种基于图模型的特征融合算

法，实现特征间高精度融合；基于融合后的特征训练识别模型，提升算法的泛化能力。使用自建空中目标数据集，

设计三种应用场景。实验结果表明，D-SLGM平均识别准确率均值达到 78. 2%，优于对比方法，在实际空中目标识

别应用中具有较大潜力。
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An unsupervised few-shot infrared aerial object recognition 
network based on deep-shallow learning graph model
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Abstract： In the field of military aerial object recognition， due to the lack of samples， current artificial intelligence al‐

gorithms cannot perform well.  This paper uses the existing sufficient auxiliary domain images to assist the application 

domain with few samples for cross-domain object recognition and solves the problem of weak generalization ability and 

poor performance of the recognition model caused by missing labels and sparse samples.  A cross-domain object recogni‐

tion algorithm named Deep-Shallow Learning Graph Model （D-SLGM） is proposed.  Firstly， a deep-shallow two-

stream feature extraction algorithm is proposed to solve the problem of feature representation under unsupervised few-

shot conditions.  At the same time， a feature fusion algorithm based on graph model is proposed to realize high precision 

fusion between features.  Then， a recognition model is trained based on the fused features， the generalization ability of 

the algorithm is improved.  The self-built aerial object dataset is adopted with three application scenarios.  The experi‐

mental results show that the mean average recognition accuracy of D-SLGM reaches 78. 2%， which is better than those 

of the comparison methods.  D-SLGM has great potential in actual aerial object recognition applications.
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引言

随着航空航天科技的快速发展，各国家新型目

标的大量涌现增加了目标识别、跟踪的难度［1-2］。红

外目标探测技术是目前战场上的主要探测手段之

一，军事应用环境的复杂性及军事目标的保密性，

使得收集覆盖全部可能环境下的红外目标图像及

各种新型号目标光电特性数据非常困难。现有方

法是利用光学物理成像仿真技术，产生逼真的红外

目标数据，用于红外目标人工智能自动识别算法的

研究。由于真实应用环境的复杂性以及各类伪装

技术在实战中的广泛应用，目标仿真图像与真实图

像之间存在差异，这必然导致目标识别算法在真实

应用场景中性能下降。因此，有必要充分利用已有

的带标签源域样本数据（仿真图像）辅助无标签少

样本的新应用领域（应用场景图像）进行空中目标

识别，对目标识别算法的场景适用性与泛化能力进

行优化和提升。

使用特征分布适配法，通过缩小两种应用场景

数据分布差异，使两种应用领域的数据分布更加近

似，能够提高识别算法的泛化性。常见的特征分布

适配法主要分为基于度量方法［3-5］和对抗算法［6-7］两

种。但是在无监督少样本条件下，样本稀疏增加了

特征提取算法建模的难度，导致常规的适配算法难

以奏效。使用机器学习算法提取到的浅层特征是

人为针对目标的光学物理性质进行设计的，在一定

程度上可以对少量目标图像潜在信息进行有效挖

掘与描述，因挖掘程度有限导致此方法难以取得更

大的进展。深度模型通过构造多种非线性映射的

方式来对大量数据中的非线性深层特征进行挖掘，

进而提取到包含大量重要判定信息的嵌入特征。

特征融合算法可以有效结合浅层特征与深层特征

的优势［8］。文献［9］提出了一种融合浅层特征与深

层特征的红外空中目标跟踪算法，该算法以多特征

学习网络框架为基础，引入长宽比和均值对比度，

将深层特征与浅层特征融合在一个跟踪框架中，解

决了单一特征在目标跟踪中无法有效对抗面源等

复杂干扰的问题。文献［10］提出一种融合底层特

征与稀疏自动编码器（Sparse Autoencoder， SAE）高

层视觉特征的导弹分类算法，借助 SAE实现全局特

征提取，融合浅层特征（颜色、纹理、轮廓），提高了

当前算法的识别性能。对于无监督少样本跨域应

用场景，在进行特征融合时，不仅要考虑特征包含

的信息，还要利用特征之间的联系对域分布进行建

模。常用的方法包括互信息模型［11］、图正则化模

型［12］、知识图模型［13］等。但是这些方法仅考虑了特

征之间的线性联系，在实际应用中存在局限性。

本文建立了一种基于深层-浅层双流学习图模

型（Deep-Shallow Learning Graph Model，D-SLGM）

的跨域目标识别算法，结合大量源域数据（理想仿

真图像）和少量目标域数据（应用场景图像），建立

跨域数据分布模型，高效挖掘和提取真实目标的有

效特征，构建特征非线性结构化模型，实现空间目

标的准确识别。提高当前目标识别算法在少样本

真实场景下的泛化能力，显著提升人工智能算法在

实际应用中的识别效果。

1 基于深层-浅层双流学习图模型的跨域目

标识别算法 

1. 1　空中目标识别模型结构设计　

空中目标识别模型包括特征提取模块、特征融

合模块以及目标识别模块，如图1所示。

特征提取模块可以利用多种传统机器学习算

法提取输入图像的浅层特征，同时利用深度神经网

络学习深层特征。特征融合模块以图网络为基本

结构，将提取到的浅层与深层特征进行高精度融

合，利用图网络的多节点结构，将深层与浅层特征

经变换得到 32个具有抽象含义的特征，融合后的每

个特征都以更抽象更概括的形式包含了目标的深

层与浅层信息，实现对空中目标嵌入信息的多角度

描述。在获取融合特征后，本方法通过目标识别模

块，利用被式（1）所示 softmax 函数激活的全连接层

进行决策识别，能够实现对四种空中目标的跨域

识别。

fsoftmax ( x ) = ex ∑i = c

C exi ,　（1）
式中，x为输入向量，C代表类别数。
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图1　空中目标识别模型结构

Fig.  1　The framework of aerial object recognition model
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1. 2　深层-浅层双流特征提取模块　

深度神经网络通过非线性映射能够挖掘图像

更深、更抽象的特征，但是简单地学习样本和标签

之间映射关系受到样本稀疏条件限制。传统机器

学习算法可以学习到对域迁移具有鲁棒性的固有

特征，减少对训练样本数量的依赖，提高跨域学习

能力。通过一定规则将这些特征组合起来，能够有

效地建立少样本特征空间 。
1. 2. 1　深层特征提取算法　

本算法通过构建深度网络模型来获取非线性

特征映射，并对域不变特征进行挖掘与提取。利用

生成对抗技术，挖掘最有利于描述两个域图像共性

的深层特征，具体流程如图 2所示，主要包括三个核

心部分：深层特征提取网络Ff、基于Wasserstein距离

的分布差异度量网络Fw和域判别网络Fd。

通过深层特征提取网络，得到输入图像的深层

特征。为了提高特征的类判别性，在深层特征提取

框架中，添加一个辅助分类器Fc，参数以源域图像特

征 fs及标签信息 ys作为输入，通过如式（2）所示的交

叉熵函数 Lcls 进行训练，提高深层特征的类别可

分性。

Lcls ( fsoftmax ( fs ),ys ) =  min
θclsc

( ys log ( fsoftmax ( fs ) ) ) .（2）
为了减少两个域的特征分布差异，使用Wasser⁃

stein距离［14-15］对两个域特征的边缘分布与条件分布

进行联合适配，如式（3）所示。

Lwd = (1 - λwd )Lwdc ( fs,ft ) + λwd Lwdm ( fs,ft )
Lwdc ( fs,ft ) = sup

 fw ≤ 1
{E fs ∼ Ps

( fw ( fs )|ys ) - E ft ∼ Pt
( fw ( ft )|y͂ t )}

Lwdm ( fs,ft ) = sup
 fw ≤ 1

{E fs ∼ Ps
( fw ( fs ) ) - E ft ∼ Pt

( fw ( ft ) )}
,　（3）

其中，fw是Wasserstein距离函数，fs和 ft分别表示源域

相关特征和目标域相关特征，ys是源域真实标签，y͂ t

是由辅助分类器 Fc得到的伪标签，ys和 y͂ t 的具体形

式为 1×4的独热码。λwd是平衡边缘分布损失 Lwdm与

条件分布损失 Lwdc的参数。‖fw‖≤1 是 Lipschitz 约
束，引入如式（4）所示梯度罚Lgrad来实现。

Lgrad ( x ) = (  ∇h fw ( x ) 2 - 1) 2 .　（4）
通过求解如式（5）所示极大极小问题拉近跨域

特征分布。

Ldom = min
θf

max
θwd

( Lwd - λgrad Lgrad ) ,　（5）
其中，θf和 θwd分别是特征提取网络 Ff和 Wasserstein
距离函数 fw的参数，λgrad 是梯度惩罚因子。

为了进一步拉近不同域的数据分布，将两个域

的深层特征分别输入到域判别网络Fd中，判断输入

特征来自于哪个数据域，通过对抗学习机制，进一

步降低深层特征提取网络输出特征的域分布差异，

直到域判别网络无法区分输入特征来自于哪个域，

整个对抗学习过程结束，使用梯度反转层（Gradient 
Reversal Layer，GRL）提升判别网络的效率。域判别

损失函数如式（6）所示。

LD ( fs,ft ) = min
θf

max
θadv

(E fs ∼ Ps
log Fd (GRL ( fs ) ) +

E ft ∼ Pt
log (1 - Fd (GRL ( ft ) ) ) ) ,　（6）

其中，θf和 θadv分别是特征提取网络Ff和域判别网络

Fd的参数，GRL（·） 是梯度反转函数。

源域和目标域图像得到的深层特征分别为

fs ∈ R1 × 1024，ft ∈ R1 × 1024，为了更清晰、直观地阐述提

取到的深层特征，以图 3（a）和图 3（c）为样例提取深

层特征，为了便于观察，将获取的深层特征以统计

直方图的形式展示，如图 3所示。可以看出，对于这

一组样例，深层特征分布趋势大体相同，表明本文

提出的深层特征提取算法能够挖掘具有一定域不

变性的深层特征。

1. 2. 2　浅层特征提取算法　

在少样本条件下，深层特征的学习面临过拟合

问题，限制了特征提取模块的通用性，利用传统机

器学习方法提取浅层特征，降低特征空间容量，可

以提高学习模型的拟合能力，实现无监督少样本条

件下红外空中目标样本特征的有效提取，本文研究

的浅层特征包含 SIFT、LBP、Harris、HOG 和灰度直

方图共5种特征。

（1）SIFT特征

尺 度 不 变 特 征 变 换（Scale Invariant Feature 
Transform， SIFT）是一种局部特征描述子，通过搭建

图2　域不变深层特征提取模块框架

Fig.  2　Framework of domain invariant deep feature extrac‐

tion module
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如式（7）所示高斯差分金字塔，搜索多个尺度空间

上的图像 F（x， y， σ）来检测对尺度不变的特征关

键点。

D ( x,y,σ ) = (G ( x,y,kσ ) - G ( x,y,σ ) ) ⊗ I ( x,y )
= F ( x,y,kσ ) - F ( x,y,σ )  ,（7）

式中，G ( x，y，σ ) = e( x2 + y2 )/2σ2 /2πσ2 为高斯函数，I（x， 
y）为原始图像，⊗代表卷积操作，σ 是标准差，通过

调整 σ 值获取多尺度图像。计算差分金字塔的极

值，对关键点进行定位，基于关键点局部梯度方向

为关键点赋方向。在描述关键点时，以关键点为中

心，先旋转到特征点主方向，保障了特征的旋转不

变性。围绕关键点构建 4×4个子区域，每个子区域

构建方向梯度，每隔 45°取一个划分，共划分 8部分，

最终的特征向量为128维。

使用词袋算法（Bag of Feature， BoF）进一步挖

掘 SIFT 关键点之间存在的共性与特性。对图像关

键点进行聚类，聚类中心代表一组关键点的共性，

根据聚类中心得到图像的关键点直方图。

（2）LBP特征

局部二值模式（Local Binary Pattern，LBP）特征

具有灰度不变性和旋转不变性，通过式（8）计算图

像LBP特征图。

LBP ( x,y ) = ∑
n = 0

n - 12n I ( in > i ) ,　（8）
式中，i 是所求像素点的像素值，in是像素周边八个

相邻像素的像素值，I（·）表示指示函数，当 in>i时取

1，当 in<i时取 0。八个相邻像素依次作为起点，得到

八个LBP值，取其中最小值作为当前像素的LBP值。

（3）Harris特征

Harris 特征是一种角点检测特征，具有旋转不

变性，利用式（9）提取目标角点特征。

M = w ( x,y ) ⊗ é
ë
êêêê ù

û
úúúúI 2

x Ix Iy

Ix Iy I 2
y

,　（9）
式中，⊗代表卷积操作，Ix和 Iy分别为当前像素点的

水平方向与竖直方向的导数，w（x， y）表示窗口函

数，形式通常为常数或者高斯函数。利用式（10）计

算目标角点响应值。

R = Det ( M ) - k × Trace2 ( M ) ,　（10）
式中，Det（M）和Trace（M）分别用于求取M的行列式

与迹，通常 k∈［0. 04， 0. 06］。排除 R 值小于设定阈

值的像素，并采用局部非极大值抑制算法确定最终

角点。

（4）HOG特征

方向梯度直方图（Histogram of Oriented Gradi⁃
ent，HOG）特征具有几何不变性，通过统计局部区域

的梯度方向直方图来构成特征，首先使用Sobel算子

计算每个像素的水平梯度 gx和垂直梯度 gy，通过式

（11）得到该像素的梯度幅值g与方向 θ（x， y）。

g = g2
x + g2

y

θ ( x,y ) = arctan ( gx gy ) .　（11）
将图像划分为元胞，将梯度方向平均分成 9 个

方向，统计元胞内像素梯度直方图。若干元胞组成

一个特征块，特征块内将所有元胞的特征串联起

来，块内归一化梯度直方图，得到这个块的 HOG 特

征描述，将图像中所有块的HOG特征串联起来得到

这张图像的HOG特征。

（5）灰度直方图特征

灰度直方图可以用来描述不同灰度值的像素

在图像中所占比例。该特征具有尺度、平移、旋转

不变性，其具体表达式如式（12）所示。

HP = [ h1,h2,⋯,hk,⋯,hL ] ,　（12）
式中，Hp表示灰度直方图特征，hk=nk/N，nk表示灰度

值为 k 的像素在图像中所占的个数，N 表示像素

总数。
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图3　源域与目标域深层特征直方图，（a）源域图像样例，（b）

源域深层特征直方图，（c）目标域图像样例，（d）目标域深层

特征直方图

Fig.  3　Histograms of the deep features in source and target 

domains，（a）the sample in the source domain，（b）the histo‐

gram of the deep features in the source domain，（c）the sample 

in the target domain，（d）the histogram of the deep features in 

the target domain
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本文提取到的 SIFT、HOG和灰度直方图特征为

1×16 的特征向量，LBP 与 Harris 特征为二维特征矩

阵，其维度与输入图像维度相同。进一步地，本文

采用神经网络将 LBP 与 Harris 特征降维至 1×16 的

特征向量，使其维度与其他浅层特征维度一致，以

便更好地实现后续特征融合。为了更直观地展示

所提取到的浅层特征，本节以一个样本图像作为样

例，将提取的 5 个浅层特征以柱状图的形式在图 4
中显示。从图 4中可见，这五种特征之间存在较强

的差异性，从不同的角度对图像的判别信息进行

描述。

1. 3　浅层特征与深层特征融合算法　

深层与浅层特征从不同角度描述目标，为保障

信息的完整性，融合两种特征有利于后续的识别任

务。本文提出一种基于图网络的特征融合算法，利

用特征本身信息及其之间的关系，融合深层特征的

深层语义表征与浅层特征在尺度、旋转等方面的不

变性表征，获得更加鲁棒的嵌入表示。特征融合网

络结构图如图5所示。

本文使用图卷积网络（Graph Convolutional Net⁃
work，GCN）挖掘特征之间的潜在关系。深度 GCN
的拓扑是一个标准的前向神经无向图网络，GCN的

输出如式（13）所示。

Zl + 1 = G (Zl,A) = σ ( AZlW ) ,　（13）
其中，σ 表示非线性激活函数，Zl为第 l层节点的输

入特征，A表示节点的接邻矩阵，本文利用余弦距离

相似性来表示每个节点对的关系，W 为学习权重。

为了保证计算的稳定性，将 GCN 进行标准化变换，

如式（14）所示。

Zl + 1 = σ (D- 1
2 ĀD- 1

2 ZlW ) ,　（14）
其中，Ā=A+I，I是单位阵，Dii=∑jĀij。Ā的特征值被限

制在［0，1］的范围内，因此计算具有稳定性。

使用交叉熵损失函数 Lg来评估分类性能，如式

（15）所示。使用小批量随机梯度下降算法更新

GCN参数，优化图关系学习过程。

Lg ( fsoftmax ( z ),y ) =  ylog ( fsoftmax ( z ) ) .　（15）
在每次迭代训练过程中，首先通过式（2）优化

θf，以获取具有类别信息的深层特征，之后通过式

（5）依次优化 θwd和 θf，最后通过式（6）进一步优化 θadv

和 θf，以获取域不变特征。将获得的深层特征与浅

层特征串联起来，输入到特征融合网络中，通过式

（15）以最终的分类性能为判别标准优化GCN。

融合后的特征为 z ∈ R1 × 2208，该特征是图卷积网

络 32个节点的输出（每个节点输出 69维特征向量）

融合得到的，为了更直观地阐述，以图 6（a）和图 6
（c）为样例提取融合后的特征，为了便于观察，将融

合后的特征以统计直方图的形式展示，如图 6所示。

对于这一组样例，融合后的特征分布趋势大体一

致，相较于所提取到的深层特征，具有更强的域不

变性。

2 实验验证与结果分析 

2. 1　实验数据源　

考虑到军事应用环境的复杂性及军事目标的

保密性，收集覆盖全部可能环境下的红外空中目标

图像及各种新型号目标光电特性数据非常困难。

基于已有的典型红外目标仿真成像系统，设定空中

运动位姿状态、观测背景、探测器响应模型等条件，

构建不同的典型空中目标探测场景，用于后续验证

本文方法在训练集与测试集不同源的情况下的有

效性。上述仿真成像系统采用的仿真计算机的 
CPU 为 Intel i7-9700 3. 6 GHz，GPU 为 Nvidia 
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图 4　浅层特征柱状图，（a）样例，（b）SIFT，（c）LBP，（d）Har‐

ris，（e）HOG，（f）灰度直方图

Fig. 4　 Bar charts of shallow features，（a）the sample，（b）

SIFT，（c）LBP，（d）Harris，（e）HOG，（f）grayscale histogram
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图5　基于GCN的特征融合模块框架

Fig. 5　Framework of GCN-based feature fusion module
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RTX2060，内存容量为 32 GB。软件采用C/C++语言

进行开发，对应的集成开发环境为 Qt，数据库系统

采用关系型数据库管理系统 MySQL。本文所提算

法 D-SLGM 采用的开发语言为 Python，使用的深度

学习开发框架为TensorFlow。

本文实验数据源包含四个子集：1）理想红外仿

真图像子集（S），包含四类目标（A，B，C，D），模拟目

标在不同观测视角下的状态，主要体现空中目标的

几何形状与辐射强度，以该子集作为源域；2）模糊

目标红外仿真图像子集（T1），增强调制函数对成像

系统的影响，模拟光学成像链路影响较大的情况，

仿真生成的图像较为模糊；3）小目标红外仿真图像

子集（T2），模拟观测距离较远情况下的空中目标在

不同观测视角下的状态，增加云层背景，并且使用

系统调制函数对系统的空间调制效应加以模拟；4）
云层目标红外仿真图像子集（T3），在T2基础上增大

量化系数，使得云层更加明显。典型空中目标部分

图像样本示例如图7所示。

2. 2　空中目标识别算法性能验证实验结果分析　

选择五种典型算法作为对比实验：卷积神经网

络（CNN）、深度适配网络（DAN）［5］、联合分布适配网

络（JAN）［16］、特定风险外推法（VREx）［17］、对比邻域

空间算法（CoVi）［18］。CNN 直接将利用源域数据训

练好的识别模型用于执行目标域的识别任务，作为

基线算法验证其他跨域识别算法的有效性。

设计了三个跨域识别任务，分别是：S→T1，S→
T2，S→T3。实验中，对所有输入图像进行统一预处

理，缩放至 227×227尺寸，并减去像素均值。本文使

用平均识别准确率（Average Accuracy，AAc）作为算

法单个跨域识别任务的评价指标，如式（16）所示。

AAc = Nfi = yi
N ,　（16）

其中，N为样本总数，Nfi = yi
为该跨域识别任务下识别

结果正确的样本数。本文使用平均识别准确率均

值（mean Average Accuracy，mAAc）衡量算法在多个

跨域识别任务的整体性能，如式（17）所示。

mAAc = 1
n (∑

i = 1

n AAc i ) ,　（17）
其中，n为跨域识别任务总数。

表 1给出了基于D-SLGM的空中目标识别算法

和对比算法在本文仿真数据集上的实验结果。可

以看出，本文提出的算法在三组实验中均明显高于

基线算法，对比最新的两种方法VREx和CoVi，平均

准确率均值分别高4. 9%和2. 0%。

2. 3　D-SLGM识别模型各模块性能验证　

本节使用消融实验方法对本算法深层特征提

取模块、浅层特征提取模块与基于图网络的特征融

合模块的有效性进行分析。构建三种对比网络模

型，即：SLGM 模型，移除深层特征提取模块；DLGM
模型，移除浅层特征提取模块，保留域适配算法与
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图 6　源域与目标域融合后特征直方图，（a）源域图像样例，

（b）源域融合特征直方图，（c）目标域图像样例，（d）目标域融

合特征直方图

Fig. 6　Histograms of the fused features in source and target 

domains，（a）the sample in source domain，（b）the histogram of 

the fused features in source domain，（c）the sample in target do‐

main，（d）the histogram of the fused features in target domain

S

T1

T2

T3

A B C D

 
图7　典型空中目标图像数据集部分样本示例

Fig. 7　Samples of typical aerial object images
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图卷积网络；D-SLM 模型，移除基于图网络的融合

模块，将深层与浅层特征串联输出。通过比较三种

对比网络模型与完整 D-SLGM 模型的识别性能，验

证各模块的有效性，结果如表2所示。

本节还对 D-SLGM 模型的参数敏感性进行了

分析，重点研究了联合分布适配损失函数 Lwd中的超

参数 λwd，设置 λwd 的取值为｛0. 0， 0. 1， 0. 3， 0. 5， 
0. 7， 0. 9， 1. 0｝，记录三个跨域任务在每个取值下

的识别准确率，其结果如图8所示。

可以看出，初始阶段，准确率随着 λwd的增大逐

渐增大，当λwd>0. 5时，准确率随着λwd的增大逐渐降

低。通过实验选择 λwd=0. 5，此时准确率达到峰值。

D-SLGM模型在较大的参数变化范围内都能够取得

较高的准确率，可见 D-SLGM 模型对参数变化具有

一定的鲁棒性。

2. 4　可视化分析　

本节利用 t-SNE 可视化方法，对 D-SLGM 所提

取并融合后的特征进行直观表示。实验以 S→T1任

务为实验对象，对仅使用CNN基线算法提取到的特

 
（a）

 
（b）

 
（c）

图 9　D-SLGM 模型特征可视化结果，（a） CNN 基线算法提

取特征分布可视化结果，（b）D-SLGM 模型提取到的域不变

深层特征分布可视化结果，（c）D-SLGM 模型最终特征分布

可视化结果

Fig. 9　 Ressults of feature visualization for D-SLGM algo‐

rithm，（a） visualization of the deep features extracted by base‐

line CNN，（b）visualization of the domain invariant deep fea‐

tures extracted by D-SLGM，（c）visualization of the final fea‐

tures extracted by D-SLGM

表1　空中目标数据集上各算法识别准确率（%）
Table 1　Accuracies of different algorithms on aerial 

objects datasets (%)

方法

CNN
DAN
JAN

VREx
CoVi

D-SLGM

跨域识别任务

S→T1
62. 8
96. 7
97. 9
97. 7
97. 2
99. 3

S→T2
56. 9
74. 1
75. 8
77. 4
87. 3
88. 9

S→T3
37. 2
39. 1
40. 1
44. 8
44. 1
46. 5

mAAc
52. 3
70. 0
71. 3
73. 3
76. 2
78. 2

表2　D-SLGM方法的消融实验结果（%）
Table 2　Results of ablation experiments on D-SLGM 

(%)

方法

SLGM
DLGM
D-SLM

D-SLGM

跨域识别任务

S→T1
58. 0
98. 1
98. 9
99. 3

S→T2
66. 8
82. 6
85. 6
88. 9

S→T3
30. 7
41. 3
40. 9
46. 5

mAAc
51. 8
74. 0
75. 1
78. 2
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图8　超参数 λwd敏感性分析的实验结果

Fig. 8　Experimental results on the sensitivity of hgperparame‐

ter λwd
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征分布，以及本文方法提取到的深层特征和经过

GCN融合后的特征分布进行降维可视化处理，其结

果如图 9所示。其中，左侧子图为源域和目标域的

分布情况，同种颜色和形状来源于相同的数据域，

右侧子图为类别分布情况，同种颜色为同一类别。

图 9（a）中可以发现，未进行域适配、来自不同

数据域的同一类别目标特征分布距离较远，很容易

被错误分类。图 9（b）中可以发现，进行域适配后，

不同域同一类别深层特征分布的两个簇之间的分

布距离缩短，但是不同数据域的同类别样本特征分

布没有很好地混合在一起。图 9（c）中可以看出，相

较于单纯的深层特征，本文算法得到的不同数据域

同类样本特征分布相似性更高。

3 结论 

本文研究建立了一种新的无监督红外空中目

标识别模型，提出一种基于深层-浅层双流学习图

模 型（Deep-Shallow Learning Graph Model，D-
SLGM）的无监督少样本目标识别算法，首先研究了

样本稀疏条件下图像特征的表征与学习方法，设计

了基于深层-浅层双流特征提取方法，使用人为定

义的浅层特征辅助深层特征，极大地降低了识别任

务对样本数量的需求。在此基础上，利用深度图卷

积网络挖掘特征之间的关系信息，实现深层特征与

浅层特征之间的高精度融合，能够提高识别系统在

应用场景的识别精度。最后，构建了多场景空中目

标图像数据集，验证本文算法在不同场景下的性

能。实验结果表明，本文所提出的空中目标识别算

法在多场景空中目标仿真数据集上的平均识别准

确率均值达到 78. 2%，证明了 D-SLGM 模型在跨域

空中目标识别任务上的有效性。
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