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基于元学习的少样本红外空中目标分类方法
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摘要：针对空中红外目标样本数目不足、细粒度分类精度低等问题，提出一种基于元学习的少样本红外空中目标分

类的方法。该方法以元学习为基础，结合多尺度特征融合，在减少计算量的同时有效提取不同分类任务之间的共

性，再利用微调策略实现对不同任务的分类。实验证明，此方法在提升mini-ImageNet数据集分类精度的同时可减

少约70%的计算量，对仅有少量样本的红外空中目标细粒度分类准确率可达到92. 74%。
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Infrared aircraft few-shot classification method based on meta learning
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Abstract：Aiming at the problem of insufficient samples of infrared aircrafts and low accuracy of fine-grained classifica‐

tion，a method of infrared aircraft few-shot classification based on meta learning is proposed. Based on meta learning

and combined with multi-scale feature fusion，this method can effectively extract commonness among different classifi‐

cation tasks while reducing computation，and then classify different tasks with fine-tuning. The experiments proved that

this method could improve the classification accuracy of mini-ImageNet dataset while reducing the calculation amount

by about 70%. The accuracy of fine-grained classification for infrared aircrafts with few samples reached 92. 74%.

Key words：infrared image，fine-grained classification，few-shot learning，meta learning，multi-scale feature fusion，

fine-tuning

引言

红外探测具有引导精度高、隐蔽性强、可探测

超低空目标、可昼夜工作等优点［1］，在空中目标探测

领域占据不可替代的地位。空中红外目标识别是

空中目标探测的重要组成部分，目标识别方法主要

分为传统方法和深度学习方法。传统目标识别算

法需要足够多的先验知识来提取数据特征，但是不

同场合采集的数据分布差异大，整体框架设计难度

较大。随着深度卷积神经网络［2-3］的发展，深度学习

的方法在目标识别领域取得突破性进展。深度学

习依赖于大规模数据集对网络进行训练，在可见光

图像目标识别中成果斐然，但是空中红外目标数据

获取难度大，适用于固定场合的红外数据量存在不

足。如果将可见光的网络模型迁移至空中红外数

据集，即使采用数据增强技术［4］，也很难从训练集泛
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化至测试集，从而产生严重的过拟合问题［5］。

针对少样本数据集训练难的问题，以任务为基

础的少样本学习［6］应运而生。少样本学习的核心思

想是让模型学会学习［7］，主要分为度量学习［8-10］和元

学习［11-12］。度量学习通过将样本映射至嵌入空间，

在嵌入空间比较样本的相似度从而进行分类，主要

的算法有匹配网络［10］，关系网络［8］等。JIN［13］等提出

基于改进的关系网络对空中红外目标进行分类，虽

然网络结构简单且分类精度较高，但是网络采用关

系模块用于特征判别，难以比较不同类别目标的细

小差别，因此很难实现对细粒度目标的分类。

元学习通过学习相似任务之间的共性部分而

获取经验［5］，利用学习到的经验对新任务进行微调，

无需从头学习即可很好的泛化至具有少样本的新

任务，目前主要分为基于推断元学习［12，14］和基于优

化元学习［6，11］。基于推断的元学习需要构建网络充

当元学习器，比如Ravi［12］提出的长短记忆网络模型

元学习，该方法网络结构复杂，网络收敛困难。而

Finn［11］提出的与模型无关的元学习（Model-Agnos⁃
tic Meta-Learning，MAML）是典型的基于优化元学

习。MAML的核心思想是通过大量相似任务训练得

到模型的初始化参数，利用初始化参数和很少的训

练数据就可以对新任务快速学习。但是该方法在

训练和测试阶段需要采用多阶梯度进行更新，模型

对新任务的敏感程度不够高，耗费较高的计算

成本。

为解决空中红外目标样本不足、细粒度分类等

问题，本文提出一种基于元学习的少样本红外空中

目 标 分 类 的 模 型 MLFC（Meta Learning Few-shot
Classification）。 该 模 型 对 模 型 无 关 的 元 学 习

（MAML）网络结构进行改进，利用较少的参数融合

不同尺度特征，提升模型对新任务的敏感程度，有

效降低计算成本，实现对少数样本的空中红外目标

细粒度分类。在训练策略上遵循元学习的训练方

法，以任务为单位，将易于获取的红外地面目标分

类任务作为训练集，将具有细微差别的空中红外目

标分类任务作为测试集。先通过训练集得到不同

任务之间的内在关系（即元参数），再对元参数进行

微调得到适应于新任务的任务特定性参数，最终实

现对新任务的分类。

1 基本原理及改进方法

1. 1 元学习任务设定

元学习是以任务 T为基础进行训练［5］，所有任

务服从相似的分布 p (T )，取一个任务 T i~p (T )，包
含数据集D = {x( j )，y( j )}。对于一个C-way K-shot分
类问题，每个任务中有C种不同类别，每类取K个样

本作为训练（统称支撑集，support set），再从剩余样

本中随机取若干样本作为验证（统称查询集，querry
set）。

元训练分两个阶段，前向传播和反向传播，网

络记为 f，需要更新的元参数记为 θ。前向传播计算

元学习损失：根据该任务支撑集和网络模型 fθ计算

支撑集损失LTi ( fθ )，基于优化找到适用于该任务的

网络参数ϕ；根据查询集和网络模型 fϕ，计算查询集

损失LTi ( fϕ )，元学习损失是所有任务的查询集损失

和∑
Ti
LTi ( fϕ )。反向传播是更新元学习参数：利用元

学习的损失更新得到最优元学习参数 θ⋆。元测试则

是根据训练得到的元参数模型 fθ⋆和任务的支撑集，

得到适用于该任务 Tk的任务特定参数ϕ，利用 fϕ对

查询集的样本进行分类。元学习的整体结构

如图1。

1. 2 基于优化的元学习

算法的初衷就是学习到一个跨任务可传递的

内在表示［11］（元参数）θ，对于新任务。具体而言，模

型表示为一个元参数为 θ的函数 fθ，用于一个具体任

务T i，支撑集的损失为LTi (fθ)，任务特定参数为ϕ，利

用支撑集损失的一阶梯度或者更高阶梯度进行更

新，比如利用步长为α的一阶梯度：

ϕ = θ - α∇θLTi (fθ) . （1）
对于每个任务 T i，计算查询集的损失LTi (fϕ)，模

型参数的更新是在所有任务基础上，所以元学习优

图1 元训练和元测试结构

Fig. 1 Architecture of meta train and meta test
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化的目标就是：

minθ∑
Ti
LTi (fϕ) =∑

Ti
LTi (fθ - α∇θLTi ( )fθ ) . （2）

采用步长为 β的随机梯度下降（SGD）优化元参

数，模型参数优化为：

θ ← θ - β∇θ∑
Ti
LTi (fϕ) . （3）

任务 T i的数据集由D = {x( j )，y( j )}构成，其中观

测值为 x( j )，目标值为 y( j )。采用交叉熵（cross-entro⁃
py）作为分类问题的损失函数

LTi (fϕ) = ∑
x( j ),y( j )

y( j ) log fϕ (x( j )) + (1 - y( j )) log (1 - fϕ (x( j )))
. （4）

1. 3 改进网络结构的元学习

在网络结构 f的设计上，MAML仅使用了简单的

4层卷积作为特征提取提取网络，每层卷积中通道

数为 32，提取的特征图如图 2所示（每个卷积之后所

得特征图均为 32维，前 2层卷积之后仅展示 32维合

并之后的特征图，第 3、4层卷积展示合并之后以及

每个维度的特征图）。由图 2可以看出：第 3层特征

一定程度保留了目标的轮廓特征，而第 4层特征则

主要体现目标的细节特征。空中红外目标存在很

多相近类别，比如歼 7、歼８及歼 11都同属于喷气式

飞机，这些机型的分类属于细粒度分类问题［13］，需

要提取更多目标的细节特征，但是红外图像热源与

目标全局紧密相关［1，13］，因此多尺度特征融合是必

不可少的。

本文网络结构受 InceptionNet［15-16］和残差网

络［17］启发，结合元学习的训练特点，对第 3层特征图

和第 4层特征图进行多尺度特征融合。由等式（3）
可知，训练需要梯度迭代，如果将网络直接替换为

InceptionNet进行特征融合，必然会使计算参数大幅

上升，网络收敛困难。在不增加过多参数的情况

下，设计出图 3中的三种多尺度特征融合网络。图 3
（a）直接将浅层特征经过池化后与深层特征相加，网

络参数不增加；图 3（b）将浅层特征经过步长为 2的
1 × 1卷积（图中省略卷积后的BN和ReLU）后，与深

层特征相加，仅增加少量参数；图 3（c）同样使用步

长为 2的 1 × 1卷积，但是将特征特相加变为特征拼

接，这样会使得输入至全连接层的参数增多，运算

量略高于图3（b）。

在实验 2. 2中，对所设计的三种网络进行比较，

图 3（a）的方法虽然不增加额外参数，但是经过池化

图2 MAML模型结构和特征图

Fig. 2 Model architecture and feature maps of MAML

图3 不同结构对比（a）使用池化和相加改进，（b）使用卷积和相加改进，（c）使用卷积和拼接改进

Fig. 3 Comparison with different functions（a）improved with pool & add，（b）improved with conv & add，（c）improved with

conv & concat
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得到的特征与浅层特征很相近，并未将目标的全局

特征和局部特征有效融合，网络的表现力存在不

足。而 1 × 1的卷积是跨通道聚合，将输入特征图上

相同位置的点做全连接处理，通过对浅层特征的处

理，可以有效与深层特征融合。图 3（c）利用特征拼

接，在准确率上与图 3（b）的结果相差甚微。但是，

在元测试时，图 3（b）的方法利用低阶梯度更新任务

特定参数，即可达到较高的准确率，具体在实验 2. 2
中证明。图 3（b）的方法可以快速适应新任务，增加

网络的敏感程度，因此，最终网络使用图 3（b）的方

法进行特征融合。

整体而言，本文的模型结构MLFC如图 4所示，

在全连接层之前，利用 1 × 1的卷积层，实现浅层特

征与深层特征融合；所有卷积之后，使用批归一化

（BN）防止梯度消失，使用ReLU函数作为非线性激

活，再连接步长为2的最大池化。

2 实验分析与结论

2. 1 实验环境和数据来源

训练平台硬件配置为：Intel i7-8700K处理器、

NVIDIA GTX1080Ti显卡、DDR4 32G内存；软件环

境采用TensorFlow-GPU深度学习框架实现，以及相

应版本的CUDNN库加速网络计算。使用两个数据

集进行验证实验，分别为mini-ImageNet数据集［9］和

红外目标数据集（Infra-object dataset），两个数据集

部分示例见图5。
数据集中图像均调整为 84 × 84，mini-ImageN⁃

et数据集不采用数据增强，Infra-object数据集样本

数量不足，使用随机旋转 90°的整数倍进行数据增

强。训练和测试均以任务为单位，对于 C-way K-

shot分类问题，在每个元任务中，随机选取C个不同

类别，每类K个样本作为支撑集，从C类剩余样本中

随机取 15个样本作为查询集。训练时，从训练集中

随机选取 4个元任务为一组，计算其损失和为整体

损失，并利用反向传播更新元参数，迭代 60 000次。

测试时，从测试集中随机选取 600个元任务，在元测

阶段每个元任务采用 k ∈ [1，10 ]不同阶梯度对任务

特定参数进行更新，k阶梯度下每个任务其正确分

类 结 果 记 为 N kright，k 阶 梯 度 下 准 确 率 计

算为
N kright

600 × 15。
2. 2 基于mini-ImageNet数据集的小样本学习

mini-ImageNet数据集在匹配网络［9］中提出，包

括 64类训练集，12类验证集，24类测试集共 100类
图像，每类 600张图像，总计 60 000张可见光图像。

本文在此数据集上采用文献［12］中数据集制作方

式，进行 5-way 1-shot和 5-way 5-shot分类，主要进

行三组实验：一是验证本文模型结构设计的合理

性，二是评估模型对新任务的敏感程度，三是统计

图4 本文MLFC模型结构

Fig. 4 Model architecture of MLFC

图5 数据集的部分示例（a）mini-ImageNet数据集，

（b）Infra-object数据集

Fig. 5 Examples of datasets（a）mini-ImageNet dataset，

（b）Infra-object dataset
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模型计算量和准确率。

对于模型结构的验证，将本文 1. 3节提出的三

种特征融合结构（图 3（a）池化和相加结构、图 3（b）
卷积和相加结构、图 3（c）卷积和拼接结构）与

MAML进行比较。元训练采用更新步长为 0. 01的 5
阶梯度对任务特定参数进行更新，反向传播选择学

习率为 0. 01的Adam优化算法［18］更新元参数。元测

试中采用步长为 0. 01的 k ∈ [1，10 ]不同阶梯度对任

务特定参数更新，元测试的准确率如图 6所示。结

果表明：当 k = 10时，如果都使用相加作为特征聚合

的方式，对于不同的特征转换方式，使用卷积比使

用池化能更好的提取浅层特征，促进多尺度特征融

合，从而提升分类的准确性；当 k ∈ [ 5，10 ]时，如果

都使用卷积作为特征转换的方式，对于不同的特征

聚合方式，使用拼接与使用相加在准确率上相差甚

微，但是在 k ∈ [1，4 ]时，使用相加的准确率远高于

拼接的结构，相加的结构可对新任务的快速适应，

更利于对任务特定参数的更新。因此，后续模型采

用图 3（b）卷积和相加结构为本文的特征融合

方法。

其次是评估模型对新任务的敏感程度。比较

MAML和本文提出的ＭLFC在元训练中使用 1阶梯

度和 5阶梯度时（步长均为 0. 01），元测试 k ∈ [1，10 ]
时的准确率，如图 7所示。当元训练使用 1阶梯度

时，本文方法远优于MAML，并与使用 5阶梯度结果

相差甚微。这是由于模型使用 1 × 1的卷积，充分融

合浅层特征与深层特征，有效的提取任务之间的共

性特征，从而提升了元参数对新任务的敏感程度。

因此，在元训练中MLFC只需要利用低阶的梯度就

能适应新任务，不需要多阶迭代。

实验还对比了在元训练阶段使用不同阶梯度

时的浮点计算量和准确性，如表 1所示。准确率为

元测试选取 k ∈ [1，10 ]阶梯度准确率中的最大值，±

表示置信度为 95%时准确率的波动情况。表 1说明

本方法使用在低阶的元训练梯度，可以有效减少计

算量，并且在准确率上只有轻微的衰减。当使用 1
阶梯度时，准确率相比MAML使用 5阶梯度略有提

升，但是计算量相比原有模型减少了约 70%，这表

明本文提出的方法在不降低精度的同时有效减少

计算量。

2. 3 基于红外数据集的空中目标识别

红外目标数据集包含 25类地面目标和 8类空

中目标，每类包含 100~200个 16位灰度图像。25类
地面目标包含行人、动物、船舶等；8类空中目标包

表1 mini-ImageNet数据集上不同元训练梯度的准确率和浮点计算量

Table 1 Accuracy and GFLOPs of different meta-train gradient steps on mini-ImageNet dataset

Method

MLFC
（ours）

MAML［11］

Meta-train gradient steps
1
2
3
4
5
1
5

5-way 1-shot
Accuracy /（%）
48. 77±1. 77
49. 63±1. 89
49. 27±1. 83
49. 34±1. 79
50. 13±1. 86
46. 56+1. 85
48. 70±1. 84

GFLOPs
29. 85
50. 88
71. 91
92. 95
113. 98
29. 82
113. 87

5-way 5-shot
Accuracy /（%）
63. 89±0. 92
63. 40±0. 91
63. 92±0. 90
64. 04±0. 91
64. 14±0. 90
58. 15+0. 95
63. 11±0. 92

GFLOPs
49. 78
88. 54
127. 31
166. 07
204. 83
49. 73
204. 63

图 6 不同结构测试集准确率对比（a）5-way 1-shot，（b）5-

way 5-shot

Fig. 6 Test accuracy with different structures（a）5-way 1-

shot，（b）5-way 5-shot
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括教练机、民航、歼 7、歼 8、歼 11、直 8、直 9、直 15，其
中歼 7、歼 8、歼 11均属于喷气式飞机，直 8、直 9、直
15均属于直升机，空中目标分类的粒度高于地面

目标。

为了证明模型可以有效的解决细粒度分类问

题，本文将地面目标作为训练集，空中目标作为测

试集，空中目标总共有 8类，因此进行 8-way 1-shot
和 8-way 5-shot两种分类，验证模型在真实场景下

对少量红外空中目标的学习能力。由于红外数据

集类别和样本数远不及可见光数据集，而可见光数

据集和红外数据集域间分布差异大［13］，直接将可见

光数据集加入训练集是不可行的，因此采用mini-
ImageNet对模型预训练。实验中元训练均采用 1阶
梯度对任务特定参数进行更新，更新步长为 0. 01，
反向传播选择学习率为 0. 001的Adam优化算法［18］

对模型参数进行更新，元测试选取 10阶梯度准确率

的最大值，对比MAML和本文模型MLFC在测试集

上的准确率，实验结果如表2所示。

比较MAML和本文方法MLFC，在 8-way 1-shot
和 8-way 5-shot分类中MLFC准确率均高于MAML，
本文的模型有效提取不同任务之间内在关系，模型

对新任务敏感程度提升，所以可以有效解决新任务

间细粒度分类问题。采用预训练可以提升分类的

准确性，这是由于可见光图像的纹理细节更加丰

富，而红外图像的背景相对简单，纹理特征相对较

少，用可见光图像预训练可以为网络提供一个良好

的初始化参数，从而提升识别的准确率。

不仅如此，实验还将本文的结果与现有空中红

外目标分类方法（文献［13］）进行比较。两种方法

均在mini-ImageNet上预训练，以地面红外目标作为

训练集，以空中红外目标作为测试集。两方法的结

果比较见表 3，对于 8-way 1-shot和 8-way 5-shot两
种分类，本文模型的准确率均高于文献［13］。

3 结论

本文提出一种基于元学习的少样本红外空中

目标分类的方法，该方法有效地解决空中红外目标

样本数目不足的问题，实现对空中红外目标的细粒

度分类。该方法改进模型无关的元学习的网络结

构，利用较少的参数实现不同尺度特征的融合，一

方面有效提取不同任务之间的内在联系，提升模型

对新任务的敏感程度，从而提升分类的准确性；另

一方面利用低阶梯度更新任务特定参数，在减小计

算成本的同时保证分类的准确性。该方法在空中

目标侦测中具有广阔的运用前景，但是方法还可以

在以下几个方面改善提升：

（1）二次优化问题。基于优化的元学习在计算

任务特定参数时需要求解一次梯度，反向传播更新

元参数时需要再次求解梯度，所以训练时需要进行

二次优化（二次梯度求解）。二次优化问题会增加

图 7 不同阶元训练梯度 MAML 和本文方法准确率（a）5-

way 1-shot，（b）5-way 5-shot

Fig. 7 Test accuracy of MAML and ours in different meta-

train gradient steps（a）5-way 1-shot，（b）5-way 5-shot

表2 Infra-object数据集上不同模型的准确率

Table 2 Accuracy of different models on Infra-object
dataset (%)

Method
MAML

MLFC（ours）
MAML

MLFC（ours）

Pretraining
No
No
Yes
Yes

8-way 1-shot
74. 62±0. 99
78. 58±0. 97
76. 31±1. 02
81. 27±0. 91

8-way 5-shot
90. 25±0. 38
91. 12±0. 37
90. 72±0. 36
92. 74±0. 35

表3 Infra-object数据集上模型的准确率对比

Table 3 Accuracy of different models on Infra-object
dataset (%)

Method
Improved Relation Network［13］

MLFC（ours）

8-way 1-shot
78. 47±0. 94
81. 27±0. 91

8-way 5-shot
89. 82±1. 02
92. 74±0. 35
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网络的不稳定性，学习率的微小变化会导致网络的

巨大变化。未来研究中，可以利用动态优化，灵活

的选择学习率，每次迭代中仅优化部分参数来解决

二次优化带来的问题。

（2）复杂元任务的学习。本文只涉及 8类红外

空中目标的分类问题，任务设定只涉及面目标分

类。但是在目标探测领域不仅涉及分类，还涉及目

标定位、小目标追踪等一系列复杂问题。因此，将

元学习拓展至目标探测领域中复杂的任务是未来

研究中的一个重要挑战。
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